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あらまし アンサンブル学習とは，個々に学習され

た複数の学習機械の予測結果の重み付け平均を最終的

な予測結果として用いる手法である．この学習法は，

Kullback divergenceに関する 3段階の最小化操作と

して理解できる場合がある．本論文では，この枠組み

における重み付けに関する考察を行う．
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1. ま えが き

個々に学習された複数の学習機械が与えられたとき，

汎化能力の高い予測機械をどのように得るかという問

題は重要である．アンサンブル学習とは，与えられた

機械の予測結果の重み付け平均を最終的な予測結果と

することでこの問題への対応を試みる手法である．こ

の種の学習法の手続きは様々に設定可能であると思わ

れるが，学習機械の混合に関する確率モデルを適当に

設定することで，学習法の手続きを明確に表現できる

場合がある [4]．この概要を以下に示す．

集合 Z (⊂ R
d) 上の確率分布全体を

P(Z)
def
=

�
p

����p : Z → R, p(z) > 0 (∀z ∈ Z),

Z
Z

p(z)dz = 1

�

とおく．ここで，pi(z) (∈ Pi(Z) ⊂ P(Z)) を用いて

(i = 1, · · · , M)，新たな確率分布 p̄�(z) (∈ P(Z))を

p̄�(z)
def
=

QM
i=1 pi(z)βiR

Z

QM
i=1 pi(z)βidz

(1)

と定義する．ただし

Z
Z

MY
i=1

pi(z)βidz < ∞ (2)

MX
i=1

βi = 1, βi > 0 (3)

� = (β1, · · · , βM )T ∈ RM (4)

とする．

このとき，以下のような Kullback divergenceに関

する 3段階の最小化操作を考える．これは，2乗誤差

関数を損失関数とし，与えられた機械の出力の重み付

け平均を予測値とするという学習法 [3]の自然な一般

化である [4]．ただし，D(·‖·)は Kullback divergence

を表し，p∗ は推定の対象となる真の分布である．

p̂i(z)
def
= arg min

p(z)∈Pi(Z)
D(p∗‖p) (5)

¯̂p�(z)
def
= arg min

p(z)∈P(Z)

MX
i=1

βiD(p‖p̂i) (6)

�̂
def
= arg min

�∈RM
D(p∗‖¯̂p�) (7)

上記の手続きにより求められた ¯̂p�̂ が，最終的に推

定された確率分布であり，各 p̂i (i = 1, · · · , M) が事

前に推定された確率分布である．この枠組みを用いる

ことにより，与えられたサンプルを分割し個々の学習

機械を生成するという手法に基づくアンサンブル学習

は，平均予測誤差の意味で有効ではないという事実が

導かれる（ [4]の系 1）．

一方で，[4]においては p̄� のパラメータ � に関する

議論が十分になされていない．例えば，p̄� が確率分

布となるためには式 (2)の条件が与えられていれば十

分であるのにもかかわらず，この条件に加えて，パラ

メータ � が重みとしての意味をもつための条件であ

る式 (3)が追加されている点に関する考察が十分では

ない．更に，式 (7)により定まる �̂がこの条件を満た

すかどうかも全く自明ではない．

次章では，与えられたサンプルをすべて用い個々の

学習機械を生成する，という手法に基づくアンサンブ

ル学習の性質を重み � の最適化の観点から述べ，更

に，式 (3)がアンサンブル学習の結果とどのようにか

かわってくるのかを調べる．

2. 主 結 果

式 (7)により定まる �̂ の特徴は，式 (1)により定め

られる確率モデルが指数型分布族に属することから
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D(p‖p̄�̂) = D(p‖pi) − D(p̄�̂‖pi), (i = 1, · · · , M)

(8)

のように与えられることが知られている [1]．

式 (8)は，アンサンブル学習において，与えられた

すべてのサンプルを用いた上で，パラメータをこう配

法により決定する際の初期値を変えて得られた複数の

学習機械を利用すること（初期値変動法 [3]）が，[4]の

系 1によって得られた，アンサンブル学習に関する否

定的な結果を解決する一つの方法であることを示して

いる．なぜならば，Q(Z) = {p1(z), · · · , pM (z)} を，
異なる初期値を用いて学習した M 個の学習機械とし，

一般性を失うことなく

pM (z) = arg min
q(z)∈Q(Z)

D(p‖q) (9)

としたとき，最適な重み �̂ が得られたとすれば，式

(8) より，D(p‖p̄�̂) は D(p‖pM ) よりも D(p̄�‖pM )

だけ小さくなるからである．この様子は [3]において

実験的に示されていた．

［注意 ］ サンプルを分割するという手法においては，

� の最適化を行っても，上記のような性質は得られな

い（ [4]の系 1参照）． ✷

ところで，このときの �̂ は式 (3)の条件を必ずしも

満たさない．つまり，�̂ を用いた場合には，重み付き

平均をとるという意味を与えられない場合があるとい

うことである．しかし，次が成り立つ．

［定理 ］ 式 (8)における �̂ が一意に定まるとき

0 ≤ β̂i ≤ 1, (i = 1, · · · , M) (10)

が成り立つための必要十分条件は

D(p‖pM ) + D(pM‖pi) ≥ D(p‖pi)

である (i = 1, · · · , M)．ただし，一般性を失うこと

なく

D(p‖pM ) = min
i=1,··· ,M

D(p‖pi)

と仮定した． ✷

（証明については付録を参照）

上記の定理から，式 (10)を満たすためには，各 iに

ついて，pi 及び pM の p（真の分布）に対する近似精

度の差 D(p‖pi) − D(p‖pM ) が D(pM‖pi) より小さ

いことが要請される．これは，pi の近似精度が悪い場

合には，式 (10)が成り立たないことを意味する．

なお，式 (10)が成り立たない場合，ある j, kについ

て βk > 1, βj < 0が成り立つ．これは，βj(< 0)によ

り pj の高密度部を低密度部に変換し，更に，βk(> 0)

により pk の高密度部を際立たせることになる．無論，

上記の pk は複数の場合もある．

3. む す び

本論文では，アンサンブル学習における重み � の最

適化に関する考察を加えた．その結果，最適な重み �̂

が得られたとすれば，[4]の系 1により結論されるアン

サンブル学習に関する否定的な結果を解決する一つの

方法として，初期値変動法は有効であるということが

わかった．この結果や [4]の系 1の主張は，本論文で

用いたアンサンブル学習の理論モデルの特徴に基づき

導出されたものである．したがって，式 (5)，(6)，(7)

により与えられる本論文の枠組みは，[3]の数値実験に

より示されている結果を説明するために適した理論モ

デルの一つであるといえる．

一方，�̂ については，それがアンサンブル学習に

おける重みとしての意味をもつための必要十分条件

を Kullback divergenceに関する三角不等式により与

えた．

今後の課題としては，近似精度の低い学習機械を用

いた場合のアンサンブル学習における汎化誤差解析な

どが挙げられる．
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付 録

定理の証明

一般性を失うことなく

βM = 1 −
M−1X
i=1

βi

としてよい．このとき

∂

∂βj
D(p‖p̄�) = D(p‖pj) − D(p‖pM )

+

Z
Z

p̄�(z) log
pj(z)

pM (z)
dz (A·1)
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が成り立つ．よって

∂2

∂β2
j

D(p‖p̄�)

=

Z
Z

p̄�(z)

�
log

pj(z)

pM (z)

�2

dz

−
�Z

Z

p̄�(z) log
pj(z)

pM (z)
dz

�2

=

Z
Z

p̄�(z)

�
log

pj(z)

pM (z)

−
Z
Z

p̄�(z′) log
pj(z

′)
pM (z′)

dz′
�2

dz

≥ 0

となるので，D(p‖p̄�) は βj に関して下に凸である

(j = 1, · · · , M − 1)．また，式 (A·1)より
∂

∂βj
D(p‖p̄�)

����
βj=1

= D(p‖pj) − D(p‖pM )

+ D(pj‖pM ) ≥ 0

が成り立つ (j = 1, · · · , M − 1)．したがって

0 ≤ β̂j ≤ 1

であるための必要十分条件は

∂

∂βj
D(p‖p̄�)

����
βj=0

= D(p‖pj) − D(p‖pM )

− D(pM‖pj) ≤ 0

である (j = 1, · · · , M − 1)．この不等式は j = M の

ときには自明に成り立つ．一方

0 ≤ β̂j ≤ 1, (j = 1, · · · , M − 1)

→ β̂M = 1 −
M−1X
i=1

β̂i ≤ 1

が成り立つ．よって

0 ≤ β̂j ≤ 1, (j = 1, · · · , M − 1)

→ β̂M = 1 −
M−1X
i=1

β̂i ≥ 0

が成り立てば証明は完了する．これを背理法で示すた

めに β̂M < 0 と仮定する．このとき，一般性を失うこ

となく βj �= 0 (j = 1, · · · , M − 1) とすると

Z
Z

MY
i=1

pi(z)β̂idz

≥ (1 − β̂M )

Z
Z

�M−1Y
i=1

pi(z)β̂i

� 1
1−β̂M

dz

+β̂M

Z
Z

pM (z)dz

≥
Z
Z

�M−1Y
i=1

pi(z)β̂i

� 1
1−β̂M

dz

+β̂M

Z
Z

�
pM(z) −

M−1X
i=1

β̂i

1 − β̂M

pi(z)

�
dz

=

Z
Z

M−1Y
i=1

pi(z)
β̂i

1−β̂M dz

が成り立つ．ここで，a > 0，b > 0， 1
u

+ 1
v

= 1，

(u �= 0) のとき

u < 1 ならば a
1
u b

1
v ≥ a

u
+

b

v

u > 1 ならば a
1
u b

1
v ≤ a

u
+

b

v

であり，等号は a = b のときかつそのときに限る [2]

ことを用いた．また

MX
i=1

β̂iD(p‖pi)

=
M−1X
i=1

β̂i

1 − β̂M

D(p‖pi) + β̂MD(p‖pM )

+

M−1X
i=1

�
β̂i − β̂i

1 − β̂M

�
D(p‖pi)

≥
M−1X
i=1

β̂i

1 − β̂M

D(p‖pi) + β̂MD(p‖pM )

+

M−1X
i=1

�
β̂i − β̂i

1 − β̂M

�
D(p‖pM )

=

M−1X
i=1

β̂i

1 − β̂M

D(p‖pi)

が成り立つ．よって

β̃j =
β̂j

1 − β̂M

, j = 1, · · · , M − 1

�̃ = (β̃1, · · · , β̃M−1)
T

とおけば，[4]の補題 1と �̂ の一意性より
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D(p‖p̄�̃) < D(p‖p̄�̂)

が成り立つ．これは，�̂ の定義に矛盾する．すなわち，

β̂M ≥ 0 である．

（平成 14 年 7 月 10 日受付，12 月 19 日再受付）
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